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RESUMO

Dados dos sensores SAR possuem a vantagem de serem menos
influenciados por presenca de nuvens, possibilitando maior
frequéncia temporal para monitoramento de alvos agricolas.
Diante disso, o objetivo deste trabalho foi utilizar dados SAR para
discriminar diferentes espécies agricolas e alvos naturais no
municipio de Luiz Eduardo Magalhdes — Bahia, em duas safras.
Foi utilizada abordagem temporal, com 12 imagens
SAR/Sentinel-1tanto para a segunda safra de 2017 quanto para a
primeira safra de 2018. O classificar utilizado foi o Random Forest
e as amostras de treinamento foram adquiridas em visitas de
campo. Entre os resultados, a classificacdo do algod&o obteve as
melhores acuracias para ambas as safras. Na segunda safra de
2017 houve confuséo entre as classes de milheto, milho e sorgo e
entre as classes de eucalipto, café e cerrado, alem das classes
grama e pastagem. Para a primeira safra de 2018 obteve-se
acurécias melhores para separacéo das espécies agricolas.

Palavras-chave — Random Forest, microondas, banda C,
agricultura.

ABSTRACT

SAR sensors data have the advantage of being less influenced by
the presence of clouds, thus allowing higher temporal frequency
for the monitoring of agricultural targets. Therefore, the objective
of this work was to use SAR data to classify different agricultural
species and natural targets in the municipality of Luiz Eduardo
Magalhdes — Bahia, in two harvests. Temporal approach was
used, with 12 SAR / Sentinel-1 images for the second harvest of
2017 and for the first harvest of 2018. The Random Forest
algorithm was used, and the training samples were acquired at
field visits. The classification of Cotton obtained the best results
for both harvests. In the second crop of 2017 there was confusion
among the classes of millet, corn and sorghum and among the
classes of eucalyptus, coffee and cerrado, besides the grass and
pasture classes. Better accuracy for the separation of agricultural
species was obtained for the first harvest of 2018.

Key words — Random Forest, microwave, C-band,
agriculture.

1. INTRODUCAO

As culturas agricolas s@o alvos dindmicos espacialmente e

temporalmente, assim a frequéncia temporal de dados é um fator
importante para seu monitoramento [1]. Entretanto, devido a
influéncia de nuvens, somente o uso de dados de sensores Opticos
é desafiador [2]. Neste sentido, os sensores que operam na faixa
de microondas, como sensores SAR (Synthetic Aperture Radar),
se destacam por terem a capacidade de imagear durante dia e noite,
além de serem menos influenciados pela presenca de nuvens [3].
Isso possibilita maior disponibilidade de dados, quando
comparado com 0s sensores pticos, para 0 monitoramento de
cultuas agricolas.

Contudo, a forma de interacdo da radiagdo de microondas com
0s objetos de superficie terrestre € complexa. Esta interagdo é
influenciada por diferentes pardmetros do alvo (e. g. geometria
(estrutura) e constante dielétrica do dossel, sistema de manejo,
densidade de plantio e orientacfo da linha) e do sensor (e.g. &ngulo
de incidéncia e polarizacdo da onda incidente) [4].

Esta complexidade de interagdo e o numero reduzido de
sensores com disponibilidade gratuita de dados, resulta em poucos
estudos com dados SAR voltados para a agricultura [5, 6],
principalmente para o Brasil. Portanto, mais estudos nessa area sdo
Necessarios.

A frequéncia temporal de dados exigida pela agricultura,
aliada a complexidade dos dados SAR, demanda classificadores
especificos, com capacidade de lidar com a dimensionalidade dos
dados. Dentre estes, o classificador Random Forest (RF) se
destaca devido a sua robustez e capacidade de lidar com alto
ndmero de variaveis [7]. Além do mais, resulta em classificagdes
acuradas de uso e cobertura da terra [8].

Outro fator preponderante é a capacidade computacional
necessaria para estas abordagens. Neste sentido, destacam-se as
plataformas em nuvens, que permitem que o usuario tenha acesso
ao dado, sem a necessidade de armazenamento local, e conferem
uma melhor configuracdo para processamento. Destaca-se nesse
sentido a maquina virtual RUS Machine da Agéncia Espacial
Europeia (ESA/Copernius) [9].

Diante disto, o objetivo deste trabalho foi utilizar dados
SAR/Sentinel-1 para discriminar diferentes espécies agricolas e
alvos naturais, em Luiz Eduardo Magalhdes, Bahia, na segunda
safra de 2017 e na primeira safra de 2018.

2. MATERIAL E METODOS

A éarea de estudo compreende municipio de Luiz Eduardo
Magalhdes, no oeste do estado da Bahia (12°05°31”S e
45°48°180). Neste municipio foram levantadados dados a campo
nos meses de junho de 2017 (segunda safra) e no més de marco de
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2018 (primeira safra) conforme apresentado por [10]. Identificou-
se 18 classes entre espécies agricolas e naturais, sendo elas feijdo,
cerrado, café, areas de conversdo, algodao, crotalaria, eucaliptos,
graminea, feno, milho, milho e crotalaria, milheto, outras culturas
ndo comerciais, pastagem, sorgo, soja, trigo e solo ndo cultivado

Para ambas as safras, foram consideradas as classes agricolas
de algoddo, café, eucaliptos, feijdo, feno, graminea, milho,
pastagem e solo ndo cultivado; e as classes naturais de cerrado e
areas de conversdo. Devido ao menor nimero de amostras, para 0
ano de 2017, criou-se a classe “outras culturas” corresponde ao
agrupamento das areas com crotalaria, milho e crotalaria, trigo,
soja e culturas ndo comerciais. Pelo mesmo motivo, em 2018, a
classe milheto foi agrupada com a classe milho e a classe de outras
culturas ndo comerciais foi agrupada com a classe de pastagem
Totalizaram-se 14 classes para a segunda safra de 2017 e 12
classes para a primeira safra de 2018.

Foram utilizados dados SAR do Sentinel-1A, banda C, modo
de imagemaento IW (Interferometric Wide swath), produto GRD
(Ground Range Detect). As polarizagOes utilizadas foram VV e
VH [11, 12]. Um cena foi necessaria para garantir a cobertura
quase que total de LEM. Foram utilziadas 12 imagens de cada
polarizacdo, tanto para a segunda safra de 2017, entre as datas de
01 de maio e 31 de setembro, quanto para a primeira safra de 2018,
de 01 de dezembro de 2017 e 31 de abril de 2018.

Considerando o grande volume de dados a serem processados
e analisados, utilizou-se a maquina virtual RUS Machine [9], para
0 pré-processamento e classificacdo dos dados. Nesta maquina
virtual, foram utilizados os softwares SNAP [13] e R [14], para
pré-processamento e classificacéo.

As imagens SAR foram submetidas aos pré-processos de
calibracdo radiométrica, filtragem do ruido speckle, corre¢do do
terreno e transformacdo da escala linear para a escala
logaritmica (dB). Com o processo de calibracdo radiométrica se
torna possivel comparar imagens SAR adquiridas em diferentes
datas e/ou diferentes modos, ou processadas por diferentes
processos [15]. Nesta etapa as imagens foram transformadas para
sigma zero (o©) [16].

Posteriormente foi utilizado o filtro Gamma Map 5 x 5 para a
filtragem do ruido speckle. Estes ruidos sdo inerentes ao sistema
SAR e causam efeito de salpicamento nas imagens [15]. Por
Gltimo, foi realizada a correcéo das distor¢des topograficas de
geometria presentes nas imagens SAR, utilizando dados auxiliares
do modelo digital de elevacdo, SRTM (Shuttle Radar Topography
Mission) de 30 metros [15, 16].

Apo6s o pré-processamento, as imagens SAR, com ambas
polarizagdes, VV e VH, foram agregadas em dois stacks, um para
cada safra. Estes stacks foram utilizados para os processos de
classificacdo. Foi utilizado o classificador ndo paramétrico
Random Forest [17], no ambiente R [14], pacotes caret e raster.
O namero de arvores (ntrees) utilizadas foi de 500.

Tambem visando o processo de classificacdo, foram separados
aleatoriamente 70% dos talhdes de cada classe para o treinamento
do classificador em cada ano. Os 30% restantes foram utilizados
para validacdo das classificages. Os talhGes de treinamento de
cada ano foram utilizados para extrair as informacdes de
retroespalhamento de todos os pixels contidos em seu interior,
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formando dois conjuntos de treinamento. Dentro destes conjuntos,
foram sorteados aleatoriamente 7000 pixels para cada classe para
o treinamento do classificador RF. A acurdcia do classificador é
realizada por meio da técnica Bootstrap.

As amostras de validacdo, 30% dos talhdes, foram comparadas
com as classificaces geradas pelo RF para cada ano, gerando a
matriz de confusdo para cada ano. Posteriormente foram
calculadas as métricas de Exatiddo Global (EG) e Acuracia do
Produtor (AP) e Acurécia do Usuario (AU) [18].

3. RESULTADOS E DISCUSSAO

Na etapa de treinamento do classificador RF, os valores de EG
foram de 90,50% e 88,07%, para 2017 e 2018, respectivamente.

Os mapas das classificacbes para ambos 0s anos se encontram
na Figura 1. Observa-se que ha efeito de salpicamento nas
classificacdes, principalmente em areas de Cerrado e solo ndo
cultivado. Na segunda safra de 2017 (Figura 1a) h& maior presenca
de salpicamento, quando comparada com a classificacdo da
primeira safra de 2018 (Figura 1b). Estas classificacfes tiveram
EG de 60,14% em 2017 e de 86,06% em 2018. Além disto, no
ano de 2017 h&a uma maior fragmentagdo das classes, enquanto
que em 2018 predomina a cultura da soja.

As matrizes de confusdo, AP e AU de 2017 e 2018 sdo
apresentadas nas Tabela 1 e Tabela 2, respectivamente. De
maneira geral, maiores valores de AP e AU foram obtidas para as
classes mapeadas n 0 ano de 2018 quando comparados com 2017,
ou seja, 0s erros de excluséo e inclusdo foram menores. Em 2017,
os erros de inclusdo foram maiores quando comparados com
2018, devido a inclusséo de areas das classes cerrado e solo ndo
cultivado nas &reas de todas as demais classes.

Os maiores valores de AP para 2017 foram obtidos para a
classe algoddo, seguida do sorgo e milheto. Das areas de algodao,
apenas 2% nao foram classificadas, sendo essas atribuidas a classe
feno. O sorgo teve um erro de exclusséo de aproximadamente
24%, pois houve muitos pixels dessa classe classificadas como
milheto. O erro de exclusdo do milheto foi de 26%, confundindo
principalmente com as classes de solo, sorgo, milho e feijdo.

Aindaem 2017, os maiores valores de AU foram obtidos para
as classes de solo ndo cultivado e milheto. A principal classe
incluida como solo néo cultivado foi o milheto, e como milheto a
classe solo néo cultivado.

Quase que a totalidade das amostras de referéncais das classes
outras culturas e eucaliptos em 2017 foram classificadas nas
classes feijéo e cerrado, respectivamente. Ainda em 2017, 84% da
classe gramineas néo foi classificada como tal, sendo em sua
maioria classificada como cerrado. A pastagem também teve
valores baixos de AP, sendo suas amostras classificadas
principalmente como solo, algodéo e milheto.

Os maiores erros de inclusdo da safra de 2017 correspondem
as classes de outras culturas e eucaliptos. Fenos e solos ndo
cultivados foram as principais classes classificadas como outras
culturas, enquanto que cerrado foi a principal fonte de inclusdo na
classe eucaliptos. Além disto, a maior porcentagem das areas
classificadas como pastagem e gramineas, pertenciam a classe de
solo néo cultivado.
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Figura 1. Mapas das classificagBes referentes a segunda safra de 2017 (a) e a primeira safra de 2018 (b).
Tabela 1. Matriz de confusdo, AP e AU para a validacio da classificacdo da segunda safra de 2017.
Referéncia
Algoddo Café  Cerrado Conversdo Eucaliptos Feijijo Feno Graminea Milheto Milho Outras Pastagem  Solo Sorgo AU
Algoddo | 21774 0 0 0 0 107 306 0 613 7722 0 2788 2443 107 0,591
Café 4 8860 36501 0 1123 1 0 1463 2 1966 0 337 3636 23 0,164
Cerrado 0 2939 164942 1022 3616 0 0 49022 2026 4680 O 255 18607 35 0,667
Conversio 0 2 12482 4098 863 0 54 1516 1187 608 0 618 14267 68 0,115
o | Eucaliptos 0 579 30311 0 833 0 0 253 0 0 0 652 427 u 0,010
: Feijdo 41 0 3 1 0 6106 1910 3L 12967 15 589% 421 18164 185 0,133
é Feno 376 387 0 0 0 46 0184 0 3 1848 1 3 3052 1 0,640
‘% | Graminea 0 9 3473 742 5 59 3 10114 1433 1413 0 158 25972 150 0,232
g Milheto 27 0 125 65 0 m 4 35 [28185 2737 0 2339 79099 12290 0,742
Milho 8 0 15 0 0 205 1 0 14126 [298281 o© 38 22584 145 0,438
Outras 0 0 150 0 12 0 3263 25 14 558 [B20 737 1105 10 0,009
Pastagem 1 1 1636 % 4 0 2 323 6594 6584 0 [113900" 20788 3683 0,074
Solo 1 0 4862 4614 2 670 2478 1137 35307 2218 0 2675 365879 1607 0,868
Sorgo 0 0 us 69 0 U2 5 185 23661 1124 0 395 7e151 [BggE2 | 0,352
AP 0979 0693 0,644 0,385 0,056 0559 0558 0,158 0,738 0482 0009 0246 0552 0,763
Tabela 2. Matriz de confuséo, AP e AU para a validacdo da classificacdo da primeira safra de 2018.
Referéncia
Algodao Café Cerrado Conversio Eucaliptos Feijdo Feno Graminea Milho Pastagem Soja Solo AU |
Algodio 0 0 0 0 0 2377 0 0 2375 0 0,909
Café 0 18661 0 381 2 882 232 33 47 2 117 0,351
Cerrado 0 1890 0 313 414 884 2237 2n 1517 | 0,957
o Conversio 0 1 26643 157 8843 214 10491 2357 95901 | 0,069
'S Eucaliptos 0 1016 16951 0 120 166 68 561 408 0,029
& Feijao 0 0 5 0 792 2163 0 0 932 0,794
‘@ Feno 3 115 1199 0 97 0 10 785 19 217 0,720
8 Graminea 0 0 106 313 0 0 353 3119 477 0,791
© Milho 0 5 187 0 3 0 0 5153 35021 809 0,760
Pastagem 0 323 20172 0 9 0 222 8408 1255 913 0,244
Soja 0 0 0 0 0 0 0 10 94 1 0,994
Solo 0 0 21 0 0 3 0 710 368 10 32606 0,795
AP 1,000 0,767 0,673 0,932 0,468 0,998 0811 0,441 0,950 0,409 0,922 0,871

Em 2018, os maiores valores de AP (superiores a 90%) foram
obtidos para as classes de algoddo, feijdo, milho, areas de
conversdo e soja. As classes algoddo e feijdo tiveram erros de
exclusdo abaixos de 0,02%, logo praticamente todas as areas de
referéncias destas classes foram corretamente classificadas. Os
erros de exclusdo do milho foram devido a classificacdo deste
como pastagem e feijao. Ja para & area de conversdo, 0 maior erro
de exclusdo ocorreu com a classe graminea. Na soja,
predominante nesta safra, 0s maiores erros de exclusdo ocorreram
com o milho e com o solo ndo cultivado.

Os maiores valores de AU (acima de 90%) para 2018 foram
obtidos para a soja, cerrado e algod&o. O solo ndo cultivado foi a
classe com maior incluséo na classe soja. Pastagem, café e solo
ndo cultivado foram as classes com maior inclusdo na classe
cerrado. Por sua vez, na classe de algoddo, as maiores fontes de
erro de incluséo vieram das classes graminea e soja.

Os baixos valores de AP em 2018 foram registrados para as
mesmas classes de 2017, com exceg¢do da classe outras culturas
que ndo ocorreu em 2018. A maior parte das amostras de pastagem
foram classificadas como éareas de conversdo. Neste ano, a classe
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graminea confundiu principalmente com as classes de areas em
conversdo e de pastagem.

As classes de eucaliptos e areas de conversdo tiveram os
menores valores de AU para 2018. A maior parte das areas
classificadas como eucaliptos e areas de conversao, eram cerrado.
Além disto, a classe cerrado também foi a principal fonte de
inclusdo na classe de pastagem.

Algoddo em ambos os anos, soja, milho e feijdo em 2018
obtiveram bons resultados, destacando o potencial dos dados SAR
em identificar estas espécies agricolas.

Em ambos os anos, as classes de cerrado e solo ndo cultivado
foram confundidas com a maioria das demais classes. Para o solo
ndo cultivado era esperada esta confuséo, uma vez que essa classe
estd presente antes e depois nos talhdes de todas as culturas
agricolas de ciclo anual.

A estrutra do cerrado, com vegetacdo mais esparga, favorece
a confusdo desta classe com solo ndo cultivado e pastagem nas
regides de campo e com as areas de café e eucaliptos nas regides
arbustivas. Além disto, para a segunda safra de 2017, a menor
acurécia reflete a maior confusdo entre classes milho, sorgo e
milheto, as quais sdo da familia das gramineas e apresentam
estruturas semelhantes.

4. CONCLUSOES

A partir de dados SAR foi possivel classificar espécies
agricolas em ambas as safras, porém com melhores resultados
para a primeira safra de 2018, onde houve menor nimero de
classes, menor agrupamento de classes distintas e predominio
da classe soja. O algoddo e a soja apresentaram as maiores
acuracias, demonstrando a potencialidade do uso de dados SAR
para identifcar estas espécies agricolas. Por outro lado, as classes
eucaliptous e café (perenes) ndo tiveram bons resultados para esta
abordagem, por possuirem estruturas semelhantes ao cerrado.

A utilizacdo do ambiente virtural da RUS machine teve um
bom desempenho, reduzindo o tempo de download dos dados e
melhorando o processamento.

Como trabalhos futuros, sugerimos testar abordagens para
melhorar a classificagdo das classes perenes. As abordagens
sugeridas sd0 uma série temporal maior de dados SAR, métricas
como desvio padrédo e amplitude da referida série e outros
classificadores.
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