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RESUMO 

 

Informações relacionadas à distribuição espacial de áreas 

agrícolas são uma contribuição fundamental e útil para vários 

modelos e estudos relacionados aos fatores naturais, sociais e 

econômicos. Observações de satélites podem subsidiar a geração 

de informações oportunas, pois são espacialmente contíguas, 

podendo ser utilizadas para mapear áreas agrícolas, informação 

importante para estimar produção, e realizar o planejamento 

econômico e logístico na cadeia agrícola. Neste sentido, o 

objetivo deste trabalho é identificar áreas com cultivos agrícolas 

de ciclo anual no estado do Paraná a partir de dados ópticos, na 

plataforma Google Earth Engine, para o ano de 2014, utilizando 

métricas temporais de EVI2 e NDVI. As métricas tiveram bom 

desempenho na identificação de áreas agrícolas, com valores de 

exatidão global (EG) entre 88,89 a 97,61%. A abordagem por 

meio da métrica desvio-padrão temporal de NDVI com 

limiarização pelos limites naturais (LN) teve o melhor resultado, 

com EG de 97,61%.  

Palavras-chave — áreas agrícolas, métricas temporais, 

EVI2, NDVI, Google Earth Engine. 

 

ABSTRACT 

 

Information related to spatial distribution of croplands 

represents a fundamental and useful contribution to several 

models and studies related to natural, social and economic 

factors. Satellite observations can subsidize the generation of 

timely information, because they are spatially contiguous, and 

they can be used in order to map croplands, which generates 

important information for production estimate and favors 

economic and logistical planning in the agricultural chain. The 

objective of this paper is to identify annual croplands in the state 

of Paraná from optical data, on the platform Google Earth 

Engine, for the year 2014, using temporal metrics of EVI2 and 

NDVI. The metrics had a good performance in the identification 

of croplands, with overall accuracy (EG) values with range from 

88.89 to 97.61%. The approach considering the metric of 

temporal standard deviation of NDVI, with LN thresholding, 

presented the best result, with EG of 97.61%. 

Key words — croplands, temporal metrics, EVI2, NDVI, 

Google Earth Engine. 

1. INTRODUÇÃO 

 

Conhecer a localização e a extensão de áreas agrícolas é 

importante para estimar a produção, fazer a alocação de recursos, 

e para o planejamento econômico e logístico [1]. Esta é utilizada 

também para modelagem em estudos envolvendo fatores naturais 

e socioeconômicos [2], como o monitoramento da expansão 

agrícola, a análise da interação entre agricultura e ambiente, 

tendências de intensificação agrícola e o uso de bioenergia, e 

segurança alimentar global [3-8]. 

Para estas aplicações, o sensoriamento remoto orbital, devido 

à sua natureza sinóptica e repetitiva, possui a vantagem de 

fornecer informações oportunas e espacialmente contíguas sobre 

a localização das culturas nas escalas regional e global [9]. Tal 

continuidade temporal pode servir como importante fator, 

subsidiando a aplicação de métricas temporais na identificação 

de alvos agrícolas [7, 8]. 

Entretanto, uma abordagem temporal sobre grandes áreas 

pode tornar o trabalho moroso, devido ao elevado volume de 

dados utilizados e a necessidade de um considerável poder de 

processamento. Neste sentido, destaca-se a recente plataforma 

virtual Google Earth Engine (GEE). Esta plataforma foi 

concebida com o objetivo de auxiliar estudos relacionados a 

problemas sociais de alto impacto, permitindo o acesso a bancos 

de dados geoespaciais em escala planetária, além de 

disponibilizar recursos computacionais de alto desempenho para 

processamento dos dados [10]. 

Neste sentido, este estudo tem como objetivo identificar áreas 

com uso por cultivos agrícolas de ciclo anual no Paraná, a partir 

de dados ópticos na plataforma GEE, para o ano de 2014, usando 

métricas temporais dos índices de vegetação (IV) EVI2 [11] e 

NDVI [12]. 

 

2. MATERIAIS E MÉTODOS 

 

2.1. Material 

 

A área de estudo compreende o estado do Paraná (22°29'S; 

26°43'S; 48°2'W; 54°38'W), que é destaque nacional no cenário 

agrícola, possuindo no ano de 2014 os maiores valores de áreas 

ocupadas por feijão e trigo, além de se destacar pela quantidade 

de áreas destinadas ao cultivo de milho, soja e cana-de-açúcar 

[13]. Neste trabalho, foram utilizados dados orbitais do sensor 
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óptico Operational Land Imager (Landsat-8/OLI), corrigidos 

para reflectância de superfície [14].  

Além disso, dados de campo também foram utilizados. Estes 

dados foram coletados em 4 campanhas realizadas em 2014 

(16/04; 15/05; 09/08; 11/09) [15]. Todo o processamento dos 

dados foi realizado por meio da plataforma GEE. 

 

2.2. Métodos 

 

A Figura 1 apresenta o fluxograma da metodologia adotada para 

obtenção das máscaras de áreas com provável atividade agrícola 

anual. 

 

 
Figura 1. Fluxograma da metodologia. 

 

As amostras de campo foram divididas em duas categorias: a 

primeira, considerando áreas com agricultura anual; e, a segunda, 

considerando outras áreas: 

 

 Agricultura com ciclo Anual (AA): culturas de inverno 

(e.g. aveia, azevém, cevada, trigo), cana-de-açúcar, 

soja, milho, canola, mandioca, amendoim, feijão, 

batata, áreas em preparo (em pousio ou com solo 

exposto), áreas com restevas de culturas; 

 Outras Áreas (OA): pastagem, grama, "capim", café, 

laranja, pêssego, agrossilvicultura reflorestamento, 

araucária, erva mate. 

 

Dos 1627 pontos de validação utilizados, 1513 representam 

AA e 116 OA. Estes dados de campo foram carregados na 

plataforma GEE para mensurar a exatidão dos mapas. 

Inicialmente foram selecionadas todas as imagens OLI para a 

área de estudo entre 01/01/2014 e 31/12/2014, totalizando 327 

imagens. Em seguida, estas imagens receberam um tratamento 

para remover pixels com cobertura de água [16, 17], nuvem e 

sombra de nuvem [16]. Posteriormente, foram calculados o EVI2 

e o NDVI para cada imagem e a partir da coleção temporal delas 

foram obtidas as imagens sintéticas contendo os valores de 

mínimo, máximo e desvio-padrão temporal para cada um destes 

IVs. 

A imagem de mínimo corresponde aos valores do percentil 

17,5 e a imagem de máximo corresponde aos valores do percentil 

82,5. A escolha destes percentis se deu pelo fato de que, ao se 

analisar visualmente imagens obtidas a partir de percentis 

maiores e menores, notou-se que estas possuíam resíduos de 

nuvem e sombra de nuvem. Isto ocorre porque o produto de 

qualidade do pixel do OLI não detecta a totalidade destes pixels.  

A partir da subtração da imagem de máximo com a imagem 

de mínimo se obteve a imagem de amplitude temporal para 

ambos os IVs. As imagens de desvio-padrão temporal e 

amplitude temporal foram obtidas pela redução das coleções de 

imagens do EVI2 e do NDVI a uma única imagem. 

Considerando que, quanto maior a amplitude temporal e o 

desvio-padrão temporal de um pixel, em um ano, maior é a 

probabilidade desse pixel ser de uma área com agricultura de 

ciclo anual [7, 8], foi extraído o Desvio Padrão (DP) das imagens 

de amplitude temporal e desvio-padrão temporal. A partir deste 

DP, foram aplicados limiares de 1,5 x DP, 2 x DP e 2,5 x DP 

para seleção de pixels com AA. Foi também testada a divisão de 

cada imagem em duas classes de acordo com seus limites 

naturais (LN) [18]. 

A avaliação da acurácia dos 16 mapas gerados foi realizada 

comparando cada mapa com os dados de campo. Considerando 

as classes AA e OA, foi verificado o erro padrão pelo teste de 

McNemar (EPm), a exatidão global (EG), a acurácia do usuário 

(AU) e do produtor (AP), e a média harmônica (MH) da AU e 

AP. Em seguida, se realizou um teste Z comparando o mapa com 

maior EG com todos os outros mapas, verificando se suas médias 

diferiam a um nível de significância de 5% [19 - 21]. 
 

3. RESULTADOS E DISCUSSÃO 
 

A partir das imagens sintéticas de amplitude temporal e desvio-

padrão temporal, foram obtidos 16 mapas binários (Figura 2). O 

DP da imagem de amplitude temporal do EVI2 foi de 0,1407 e 

seu LN de 0,2959.  Já para a imagem de desvio-padrão temporal 

do EVI2 o DP foi de 0,0621, e o LN de 0,1385. Para a imagem 

de amplitude temporal do NDVI o DP foi de 0,1811 e o LN de 

0,3118. Quanto a imagem de desvio-padrão temporal do NDVI, 

seu DP foi de 0,0756 e seu LN de 0,1398. 

Na Tabela 1 são apresentados os valores EPm, EG, AU, AC e 

MH calculados para cada um dos mapas. Considerando as 

métricas temporais do EVI2, os melhores resultados foram 

encontrados com a utilização da métrica DP temporal com limiar 

de 2 x DP. Para o NDVI, os resultados mais assertivos foram 

obtidos com a métrica de DP temporal, tendo o LN para divisão 

em duas classes como limiar. Os valores mais baixos de AU, AP 

e MH obtidos para classe OA, em relação a classe AA, podem 

ser reflexo da diferença no número de amostras de campo entre 

OA (116) e AA (1.513). 

Os melhores resultados foram observados no mapa gerado a 

partir da métrica desvio-padrão temporal do NDVI com limiar 

LN (Figura 2-P). Considerando o teste Z, este mapa não diferiu 

significativamente (5%) dos mapas obtidos a partir das métricas 

de desvio-padrão temporal do NDVI com limiares de 1,5 x DP 

(Figura 2-D) e 2 x DP (Figura 2-H), amplitude temporal do 

NDVI com limiar de 1,5 x DP (Figura 2-C), e desvio-padrão 

temporal do EVI2 com limiar de 2 x DP (Figura 2-D). 
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Figura 2. Mapas binários obtidos por meio da aplicação de limiarizações sobre as métricas de EVI2 e NDVI. 

 
Tabela 1. EPm, EG, AU, AP e MH medidas sobre os mapas gerados a partir da imagem de amplitude temporal e desvio-padrão 

temporal do EVI2 e NDVI. 

  Amplitude Temporal do EVI2   Amplitude Temporal do NDVI 

  1,5 x DP 2 x DP 2,5 x DP LN   1,5 x DP 2 x DP 2,5 x DP LN 

AU 
OA 64,66% 85,34% 92,24% 86,21% 

AU 
OA 84,48% 90,52% 93,97% 88,79% 

AA 98,02% 95,44% 88,63% 94,51% AA 97,69% 95,37% 88,90% 97,09% 

AP 
OA 71,43% 58,93% 38,35% 54,64% 

AP 
OA 73,68% 60,00% 39,35% 70,07% 

AA 97,31% 98,84% 99,33% 98,89% AA 98,80% 99,24% 99,48% 99,12% 

MH 
OA 67,87% 69,72% 54,18% 66,89% 

MH 
OA 78,71% 72,16% 55,47% 78,33% 

AA 97,66% 97,11% 93,68% 96,65% AA 98,24% 97,27% 93,89% 98,10% 

EG 95,64% 94,72% 88,89% 93,92% EG 96,75%* 95,03% 89,25% 96,50% 

EPm 0,0052 0,0056 0,0079 0,0060 EPm 0,0045 0,0055 0,0077 0,0046 

  Desvio-Padrão Temporal do EVI2   Desvio-Padrão Temporal do NDVI 

  1,5 x DP 2 x DP 2,5 x DP LN   1,5 x DP 2 x DP 2,5 x DP LN 

AU 
OA 60,34% 81,90% 88,79% 85,34% 

AU 
OA 80,17% 87,93% 92,24% 87,93% 

AA 99,14% 98,08% 94,58% 97,09% AA 98,88% 97,62% 93,99% 98,35% 

AP 
OA 84,34% 76,61% 55,68% 69,23% 

AP 
OA 84,55% 73,91% 54,04% 80,32% 

AA 97,02% 98,60% 99,10% 98,86% AA 98,49% 99,06% 99,37% 99,07% 

MH 
OA 70,35% 79,17% 68,44% 76,45% 

MH 
OA 82,30% 80,31% 68,15% 83,95% 

AA 98,07% 98,34% 96,79% 97,97% AA 98,68% 98,33% 96,60% 98,71% 

EG 96,34% 96,93%* 94,17% 96,26% 96,26% 97,54%* 96,93%* 93,86% 97,61%* 

EPm 0,0047 0,0043 0,0059 0,0048 0,0048 0,0039 0,0043 0,0060 0,0038 

*EG não diferenciaram significativamente a 5% pelo teste Z. 

 

Os melhores resultados obtidos pelas métricas temporais do 

NDVI podem estar atrelados ao fato de valores de NDVI 

tenderem a ser mais altos do que valores de EVI2 [11]. Isto pode 

gerar amplitude temporal e desvio-padrão temporal também 

maiores, diferenciando-se AA com maior acurácia.  

Sabe-se que a presença de nuvens, muitas vezes limita e até 

mesmo impossibilita a utilização de dados de média resolução 

espacial para mapear as áreas de culturas agrícolas [22]. 

Entretanto, tal influência sobre os mapas gerados não foi 

mensurada, de modo que alguns erros podem ter ocorrido pela 

pouca ocorrência de áreas (pixels) livres de nuvens. O aumento 

da disponibilidade de imagens gratuitas de média resolução por 

diferentes sistemas sensores pode aumentar a probabilidade de 

obtenção de imagens livres de nuvens. 
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4. CONCLUSÕES 

 

O mapa obtido por meio da métrica desvio-padrão temporal de 

NDVI com limiarização de LN foi o mais assertivo, com EG de 

97,61% e EPm de 0,0038.  

Os mapas obtidos por meio da métrica desvio-padrão 

temporal do NDVI com limiares de 1,5 e 2 x DP, amplitude 

temporal do NDVI com limiares de 1,5 x DP e LN, e desvio-

padrão temporal do EVI2 com limiar 2 x DP, não diferiram 

significativamente em EG do mapa mais assertivo. 

A utilização de métricas temporais de EVI2 e NDVI, aliada 

ao processamento no GEE, permitiu a identificação de áreas com 

cultivo agrícola de ciclo anual em larga escala, com EG 

superiores ha 95% para os melhores resultados. 
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