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Abstract. The use of Synthetic Aperture Radar (SAR) data, sole or fused/combined to optical data, is interesting
in regions like the Brazilian Amazon, in which cloud cover is constant. Many works has been done in the region,
comparing classifications obtained from SAR, optical or fused data. In general, optical data has shown better
results than SAR data. Fused data has either presented better, comparable or worse results. This paper presents
land cover classifications for a region in low Tapajos River, in the Brazilian Amazon, using optical, SAR and
fused data, using three legends, with different level of detail (number of classes). It was observed that the lower
is the number of classes, the higher is the accuracy of the classification. Although optical results were better for
all legends level, results obtained from SAR data is comparable to those when using a small number of classes.
In addition, some classes where better classified using specific type of data.

Palavras-chave: remote sensing, SAR classification, image fusion, sensoriamento remoto, classificacdo de
imagens SAR, fusdo de dados.

1. Introducéo

Dados oticos, segundo Bruzzone e Bovolo (2008), tem sido mais estudados e utilizados
pela comunidade de sensoriamento remoto. Inclusive, destaca-se que 0s projetos de
monitoramento conduzidos pelo Instituto Nacional de Pesquisa Espaciais, como o Programa
de Célculo do Desflorestamento da Amazénia (PRODES), Detec¢do de Desmatamentos em
Tempo Real (DETER) e DETER-B e Mapeamento da Degradacdo Florestal na Amaz6nia
Brasileira (DEGRAD) e 0 Projeto Mapeamento do Uso e Cobertura da Terra nas Areas
Desflorestadas da Amazonia Legal (TerraClass) sdo todos conduzidos tendo como base dados
Gticos, de diferentes resoluc@es. Estes dados, no entanto, sofrem restricdo de uso na presenca de
chuvas, nuvens, bruma e fumaca (PARADELLA et al., 2005).

Radares de Abertura Sintética (SAR) sdo capazes de prover dados de forma quase que
independente das condi¢Oes da atmosfera (PARADELLA et al., 2005), o que os tornam
atrativos para uso em areas em que a cobertura de nuvens é constante, como € o caso da
Amazonia brasileira. Salienta-se que dados 6ticos e SAR registram informagdes distintas sobre
os alvos da cobertura da terra. As informacdes obtidas por dados Gticos estdo relacionadas a
caracteristicas fisicas, quimicas e bioldgicas dos alvos (JENSEN, 2009). Em contrapartida, as
informacdes registradas em dados SAR séo afetadas pela rugosidade e propriedades dielétricas
dos alvos, angulo de incidéncia local, tipo de espalhamento reflexdo de canto e polarizagdo da
onda eletromagnética (JENSEN, 2009; LEWIS; HENDERSON, 1998). Dessa forma, estes
dados sdo complementares e podem ser utilizados em conjunto, quando disponiveis, para
melhorar a anélise (PARADELLA et al., 2005).

Os trabalhos de Reis et al. (2015) e Pereira (2012) sdo exemplos de estudos que comparam
resultados de classificagdo de cobertura entre dados 6ticos, SAR e fusionados. Reis et al. (2015)
apresentaram a comparacao entre a classificagdo de cobertura de uma area da Amazonia
brasileira considerando dez classes de cobertura, dados 6tico e SAR e atributos extraidos de
dados oticos e SAR e dados fusionados, por meio de uma tecnica de classificacdo baseada em
regides e uma proposta Monte Carlo e incerteza da classificagdo. Neste trabalho, os autores
concluiram que em funcdo dos custos envolvidos no processamento dos dados, ndo foram
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observadas melhorias significativas na classificacdo de imagens de atributos o6ticos ou de fusédo
de dados dticos e SAR, sendo que determinadas classes foram melhor classificadas utilizando
dados éticos ou SAR, mas ndo com dados fusionados. Em contrapartida, Pereira (2012), pela
classificacdo de imagens fusionadas por diferentes metodologias e uso de um classificador
contextual em uma area de estudo semelhante, concluiu que determinados dados fusionados
melhoram a classificagdo de algumas classes especificas, sendo que algumas imagens
fusionadas atingiram valores de exatiddo maiores que dados oéticos classificados de forma
isolada. Ambos os trabalhos, no entanto, apontaram classificagdes baseadas em dados SAR com
exatiddo muito inferiores aos de dados 0ticos.

Dadas as semelhancas na &rea de estudo (uma regido ao longo da BR-163, no estado do
Para) e dados em ambos os trabalhos, que sdo imagens LANDSAT5/Thematic Mapper e
Advanced Land Observing System (ALOS)/Phase Array L-Band Synthetic Aperture Radar
(PALSAR), de mesma data, tem-se que as principais diferencas entre os trabalhos sdo as
metodologias de classificacdo adotadas e as legendas, que diferem em nimero e tipo de classes.
Nesse sentido, tem-se que as amostras rotuladas de cada classe adotada na legenda altera os
atributos selecionados para cada dado. Adicionalmente, em trabalhos como Negri (2009),
Pereira et al. (2013) e Pantaledo et al. (2012) foram observados aumentos na exatiddao apds o
agrupamento de classes.

Nesse sentido, o presente trabalho trata-se de uma continuacdo do trabalho realizado por
Reis et al. (2015), com objetivo de comparar classificagdes de cobertura obtidas por meio de
dados SAR, dticos e fusionados, com metodologia similar a adotada pelo trabalho anteriormente
citado, mas diferentes agrupamentos de classes. Foram analisados diferentes conjuntos de dados
oticos, SAR e um conjunto proveniente da fusdo de ambos, em trés niveis de detalhamento de
legenda classes de cobertura, de forma a buscar melhorias na classificagdo de dados 6ticos e
SAR pelo uso de atributos extraidos dessas imagens ou pelo agrupamento de classes, bem como
avaliar se a fusdo de dados representa melhoria significativa na classificacdo quando
consideradas outras legendas.

2. Materiais e Métodos

Como o objetivo deste trabalho é avaliar como a mudanca no nivel de legenda altera os
resultados de classificacdo de diferentes tipos de dado, classificados tendo como base uma
legenda mais detalhada, adotou-se como base de comparacdo as classificacdes obtidas por
Reis et al. (2015). Foram geradas outras classifica¢gbes de cobertura, adotando-se mesma
metodologia mas legendas distintas.

Acerca do trabalho realizado por Reis et al. (2015), tem-se que a area de estudo se refere a
uma regido de aproximadamente 412 km?, localizada ao longo da BR-163, no municipio de
Belterra, Para. Os dados de entrada para este trabalho sdo as imagens utilizadas, as imagens
segmentadas e as amostras rotuladas das classes adotadas. As imagens utilizadas
correspondem a: bandas 1 a 5 e 7 de uma imagem do sensor TM do satélite LANDSATS5, de
29 de junho de 2010 (das quais o subconjunto formado pelas bandas 2,4 e 5 correspondem ao
conjunto denominado “TM”), e uma imagem oriunda do sensor PALSAR, do satélite ALOS,
obtida em 21 de junho de 2010 no modo Fine Beam Dual (FBD) nivel de processamento 1.1.
Ambas as imagens foram ortorretificadas. A imagem LANDSATS/TM foi utilizada na
resolugdo original (30m) e a imagem ALOS/PALSAR foi reamostrada para 15 m, pelo
interpelador do vizinho mais préximo, e as polarizagdes HH e HV foram utilizadas em
amplitude (conjunto denominado “PALSAR”). A area de estudo, bem como as imagens
utilizadas estdo apresentadas na Figura 1.

5865



3 Anais do XVIII Simpésio Brasileiro de Sensoriamento Remoto -SBSR 28 a 31 de Maio de 2017
%’J oy ISBN: 978-85-17-00088-1 INPE Santos - SP, Brasil

| |
730000 730000

Limites Municipais Hidrografia Limites dos e
bl — Rodovies FLONA Tapajés (72 Amazonia legal brasilei

Figura 1. Area de estudo: a) em relacdo & Amazonia Legal Brasileira; b) em relacdo a limites
politicos e naturais locais; ¢) Imagem LANDSAT5/TM de 29 de junho de 2010, composicéo
colorida 5(R)4(G)3(B); d) Imagem ALOS/PALSAR de 21 de junho de 2010, em amplitude,
composicao colorida HH(R)HV(G)HH(B). Fonte: Reis et al. (2015).

Dessas imagens, Reis et al. (2015) gerou outros quatro conjuntos de dados, também

avaliados neste trabalho. S&o eles:

(@) PALSAR_SDNLM: dado PALSAR filtrado utilizando o filtro de speckle SDNLM
(Stochastic Distances Nonlocal Means) desenvolvido por Torres et al. (2014), com
tamanho de janela de filtragem de 5x5 pixels, tamanho do patch de 3x3 pixels e o
nivel de confianca dos testes estatisticos igual a 90%;

(b) Atributos PALSAR_SDNLM: Média da amplitude HH (janela de 13x13 pixels),
Média da amplitude HV (janela de 13x13 pixels), Entropia da amplitude HH (janela
de 15x15 pixels) e Segundo Momento da amplitude HH (janela de 15x15 pixels),
calculados utilizando matrizes de coocorréncia e o software ENVI;

(c) Atributos TM: Média da banda 2,Média da banda 4 e Variancia da banda 5, calculadas
utilizando matrizes de coocorréncia com janelas de 5x5 pixels e o software ENVI;

(d) Fusdo: fusdo das bandas 1 a 5 e 7 da imagem LANDSATS5/TM e da primeira
componente principal (calculada utilizando matriz de correlagdo) do dados PALSAR
SDNLM (reamostrados para tamanho de pixel de 30 m) pela analise de componentes
principais seletivos (Selective Principal Component Analysis - SPC-SAR).

Para classificar cada tipo de dado, adotou-se determinada imagem segmentada. S&o essas:

(a) Dados TM e Atributos TM: segmentacdo do dado TM obtida pelo algoritmo
Multiresolution Segmentation, do software eCognition 8.0, com forma e compacidade
igual a 0,3 e parametro de escala 30;

(b) Dado PALSAR: segmentacdo do dado PALSAR pelo algoritmo MultiSeg (SOUZA,
2005) utilizando modelo de manchas, similaridade de 1,0 db, area minima de 20 pixels
nivel de confiabilidade de 95% e nivel de compressao igual a 5;

(c) Dados PALSAR_SDNLM e Atributos PALSAR_SDNLM: segmentacdo do dado
PALSAR_SDNLM obtida pelo algoritmo de segmentacdo do software Idrisi Selva,
com toleréncia de similaridade igual a 40, tamanho de janela igual a 3; peso do fator
de média igual a 0,5 e peso do fator de variancia correspondente a 0,5;

(d) Dado Fuséo: segmentacdo do dado Fusé@o por meio do Multiresolution Segmentation
com forma e compacidade igual a 0,3 e parametro de escala igual a 35;

todas as segmentacdes tiveram areas menores que 100 pixels agregadas aquelas com as

quais compartilhavam maior fronteira.
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Em Reis et al. (2015) foram definidas dez classes de cobertura para a regido. S8o essas:
Floresta Primaria (FP), Floresta Degradada (FD), Vegetacdo Secundaria Avancada (VS3),
Vegetacdo Secundaria Intermediaria (VS2), Vegetacao Secundaria Inicial (VS1), Pasto Limpo
(PL), Pasto Sujo (PS), Area Cultivada (AC), Area em Pousio (AP) e Solo Exposto (SE). Para
0 presente estudo, essas classes foram hierarquizadas e organizadas em trés niveis de detalhes,
conforme apresentado na Figura 2. O nivel de detalhe intermediario possui cinco classes de
cobertura da terra. S&o estas: Floresta (F), Solo(SOLO), Pasto (PA) e, remanescentes do nivel
anterior, AC e VSL1. No nivel de menor detalhe essas cinco classes foram agrupadas outras
duas: Vegetacdo Natural ou Semi-natural (VN) e Agropastoril (AGP).

AGP

} ! !
| vst | [soro| | ac | | pa |

| vp || D || vs3 || vs2 | vs1 || sE || ap || ac || L || ps |

em que FP=Floresta Primaria; FD=Floresta Degradada; VS3=Vegetacdo Secundaria Avangada; VS2=Vegetagdo
Secundaria Intermediaria; VS1=Vegetacdo Secundaria Inicial; PL=Pasto Limpo; PS=Pasto Sujo; AC=Area
Cultivada; AP=Area em Pousio; SE=Solo Exposto; F=Floresta; SOLO=Solo; PA=Pasto; VN=Vegetacio Natural
e Semi-natural e AGP=Agropastoril.

Figura 2. Classificacdo hierarquica das classes de interesse para definicdo das legendas com
diferentes niveis de detalhe.

As amostras de treinamento e teste utilizadas por Reis et al. (2015) foram agrupadas de
forma a corresponderem as novas duas legendas propostas (com cinco e duas classes) e
utilizadas juntamente com os dados e as respectivas imagens segmentadas para gerar
classificacbes de cobertura. Os dados foram classificados utilizando o Stochastic Minimum
Distance Classifier - Bathacharyya (Classificador de Minima Distancia Estocastica -
Bhattacharyya), do aplicativo Region Based Classification Methods (NEGRI et al. 2012)
Cada dado foi classificado 100 vezes, com variacdo do sorteio das amostras de treinamento.
Para cada variacdo dessas amostras, foram sorteados 300 pixels por classe das amostras de
treinamento para os dados com pixel de 30 m (TM, Atributos TM e Fusdo) e 1200 pixels por
classe para dados com pixels de 15 m (PALSAR, PALSAR_SDNLM e Atributos
PALSAR_SDNLM). Cada regido recebe o rétulo mais frequente nas 100 classificacOes
daquele dado para compor a classificagéo final de cada dado.

As classificacdes finais de cobertura foram avaliadas por uma Monte Carlo, em que séo
sorteados, sem repeticdo, 100 pixels por classe das amostras de teste para os dados TM, Fusao
e Atributos TM e 400 pixels por classe para os dados PALSAR, PALSAR_SDNLM e
Atributos PALSAR_SDNLM. Matrizes de confusdo e o indice Kappa (Global e condicional
por classe) foram calculados a partir dessas amostras. Este processo foi repetido 1000 vezes
por classificagdo, com varia¢do no sorteio das amostras de teste. Os indices de exatiddo foram
analisados em funcédo de sua mediana, quartis e desvio padrao.

3. Resultados

Os valores de Kappa Global para cada conjunto de dados obtidas por Reis et al. (2015)
(nivel de detalhe com dez classes) e 0s dois niveis propostos estdo demonstrados na Figura 3.
Como é possivel verificar nessa figura, para todos os niveis de detalhes, as classificacfes dos
dados TM apresentaram resultados melhores ou similares as dos dados Atributos TM e Fuséo,
sendo que esses trés dados (que possuem componentes Gticos) apresentam valores de Kappa
Global melhores que os dos dados que apresentam apenas componentes SAR. Ao se
considerar apenas os dados com componentes SAR, tém-se que Atributos PALSAR_SDNLM
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apresentou os melhores resultados na classificacdo de dez classes (maior nivel de detalhe) e
que PALSAR_SDNLM e Atributos PALSAR_SDNLM apresentaram resultados similares nas
classificacbes com cinco e duas classes de cobertura. De forma geral, observa-se também que
os valores de Kappa Global sdo maiores a medida em que decresce 0 numero de classes

utilizadas.
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d) Duas classes.
Figura 3. Boxplot dos valores de Kappa Global calculados para cada classificacdo de
cobertura, com possiveis outliers omitidos.

Dos resultados obtidos para Kappa Condicional (por classe), considerando os dados

originais de Reis et al (2015), tem-se que:

(@) paraa classes AC, FP, PS e VS1 o dado Fus&o apresentou resultados melhores que TM;

(b) para as classes FP, PL, PS e VS1 o dado Atributos TM apresentou resultados melhores
que TM;

(c) das classes melhor classificadas com os dados Fuséo e Atributos TM em relacéo a do
dado TM (FP, PS e VS1), Atributos TM apresentaram resultados melhores ou similares
aos do dado Fuséo;

(d) o Kappa Condicional para a classe VS1 na classificacdo do dado TM foi negativo, uma
vez que nessa classificacdo nenhuma amostra dessa classe foi corretamente classificada.
Isso provavelmente ocorreu em fungdo da segmentacdo, em que areas de PS e VS1 ou
FD e VS1 foram agrupadas em um mesmo segmento;

(e) aclassificacdo do dado Atributos PALSAR_SDNLM apresentou os melhores resultados
para a classe AP, resultados compardveis com TM e Fusdo para FD e resultados
melhores que os demais dados SAR para as classes AC, PL, SE, VS2 e VS3;

(f) a classificacdo do dado PALSAR apresentou resultados melhores que
PALSAR_SDNLM e Atributos PALSAR_SDNLM apenas para a classe FP;

(9) a classificacdo de PALSAR_SDNLM apresentou resultados melhores que a de
Atributos PALSAR_SDNLM apenas para a classe PS.

Considerando cinco classes de cobertura, para os resultados obtidos para Kappa

Condicional, tem-se que:
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(a) apenas para a classe SOLO ha uma melhora no Kappa Condicional que justifique
0 uso do dado Fuséo ao invés do dado TM;

(b) a classificacado dos dados Atributos TM ndo apresentou melhores resultado que a
de TM para nenhum classe de cobertura;

(c) a classificacdo de Atributos PALSAR_SDNLM apresenta melhores resultados
que PALSAR_SDNLM apenas para a classe SOLO, sendo que para as demais
classes, PALSAR_SDNLM apresenta resultados melhores ou comparaveis aos
dos demais dados SAR. Para as classes AC, SOLO e VS1 os resultados s&o
comparaveis aos obtidos por TM;

(d) para a classe SOLO, a classificacdo do dado Atributos PALSAR\ SDNLM ¢
similar a de Fuséo.

Para as classificacbes com menor nivel de detalhe, ou seja, duas classes, todos os dados
obtiveram resultados comparaveis e maiores que 0,85 para a classe AGP. Para a classe VN, 0s
melhores resultados foram obtidos pelos dados TM, Atributos TM (ambos com Kappas
Condicionais maiores que 0,94)e Fusdo (Kappas Condicionais variam entre 0,86 e 1,00). Os
resultados obtidos pelos dados SAR para essa classe sdo comparaveis e maiores que 0,60.

Para fins de ilustracdo, a Figura 4 apresenta as classificacbes de cobertura obtidas
utilizando-se dados TM, para os trés niveis de legenda. Na Figura 5 estdo apresentadas as
areas em que houve ou ndo concordancia na classificacdo dos demais dados com o dado TM,
para os trés niveis de legenda. Como pode ser observado na Figura 5, quanto menor o numero
de classes na legenda adotada, ndo apenas maior a exatiddo, mas mais parecidas as
classificacOes se aproximam da classificacdo dos dados TM.

728000 736000

dez classes (Reis et al., 2015) cinco classes duas classes
-~ - s Il vs: [ soo [ ra N N ~cr Il W~
Ml Ac Je [ st B Ac | vst A
¢ UTM.WGS84.21S
I o [ s I s — —l
0o 2 4 8

em que FP=Floresta Primaria; FD=Floresta Degradada; VS3=Vegeta¢do Secundaria Avancada; VS2=Vegetacao
Secundaria Intermediaria; VS1=Vegetacdo Secundéria Inicial; PL=Pasto Limpo; PS=Pasto Sujo; AC=Area
Cultivada; AP=Area em Pousio; SE=Solo Exposto; F=Floresta; SOLO=Solo; PA=Pasto; VN=Vegetacio Natural
e Semi-natural e AGP=Agropastoril.

Figura 4. Classificacbes de cobertura obtida utilizando-se dados TM, para os trés niveis de

legenda.
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c) Duas classes de cobertura.
Figura 5. Comparacéo das classificagdes de cobertura com aquela obtida pelos dados TM.
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4. Consideracdes finais

Como pode ser observado pela anélise dos resultados, de forma geral, a diminui¢do do
numero de classes melhorou a exatidao das classificacfes. Para todos os niveis de legenda, a
classificacdo dos dados TM ou alcangou os valores de Kappa Global mais altos ou
comparaveis a esses, sendo que ndo importando o nivel de legenda, ndo se observou
melhorias globais na classificacdo que justifiquem o uso de atributos de textura extraidos da
imagem LANDSATS5/TM ou a fusdo dos dados éticos e SAR. Melhorias ao se utilizar estes
dados foram observadas apenas na classificacdo de algumas classes especificas. Apesar das
diferencas nos valores de Kappa Global em todos os niveis de legenda, ressalta-se que para o
nivel de menor detalhe (duas classes), os valores medianos de Kappa Global séo superiores a
0,85. Nesse sentido, dada a impossibilidade de se utilizar dados 6ticos (devido a cobertura de
nuvens, por exemplo) pode-se utilizar dados SAR para classificar a cobertura da terra, com
atencdo as classes utilizadas.
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