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Abstract: The classification of soil use and coverage, as well as analysis of its changes are among most common 

applications for remote sensing. One of the most basic steps of the classification is the distinction of the vegetal cover in 
the other terrestrial surfaces. Landsat images are relevant sources of data in this analysis; and although there are 
several vegetation classification indices using Landsat data described in the literature, applications are limited by low 
accuracy in various situations. In this sense, the purpose of this study was to compare the available vegetation indexes 
and to identify the one that best applies to the classification of Landsat 5 and 8 satellite images, investigating vegetation 
indexes by leaf water content and leaf pigments. The values of the Normalized Difference Infrared Index (NDII), Simple 
Ratio (SR) and Visible Atmospherically Resistant Index (VARI) were evaluated for a specific region located in the 
Cerrado Biome. The performance of the vegetation index was compared with the performance of the Maximum 
Likelihood Classifier (MAXVER). The accuracy of the MAXVER classification was significantly higher than that of the 
vegetation index (Kappa - 0.95). Among the vegetation indexes, the classification of images was best applied to SR, 
demonstrating good agreement with the spectral targets, being the confusion between exposed and urban classes, and 
between the sparse and agricultural ranks classes, important sources of classification error. 

 
Palavras-chave: Índice de Vegetação; Imagens Landsat; Classificação do uso e cobertura do solo; 

Sensoriamento Remoto. 
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1. Introdução  

Estudos relacionados a impactos sobre os sistemas naturais e sua relação com atividades 

humanas é tema de ampla discussão científica. A vegetação está entre os recursos naturais 

mais submetidos a mudanças ao longo do tempo e do espaço, como consequência observam-

se grandes variações relacionadas ao uso e ocupação do solo e outras formas de mudanças 

ambientais. 

 Além disso, o desflorestamento esta ligado a diversas problemáticas, tais como: alterações 

climáticas (BONAN, 2008), impactos relacionados ao ciclo hidrológico (BROWN et al., 

2005), perda da biodiversidade vegetal e animal (HE e HUBBELL, 2011), bem como 

aumento de doenças tropicais e erupções de novas doenças (OLSON et al., 2010). 

 Neste sentido, sensoriamento remoto tornou-se uma importante fonte de informação para 

analisar e fornecer dados sobre mudanças em diferentes recursos, em particular quanto à 

vegetação. Atualmente existem sensores de satélite com diferentes resoluções espaciais, 

temporais e espectrais disponíveis, entre os satélites mais utilizados em pesquisas ambientais 

encontra-se a série de satélites Landsat. Os dados destes sensores são amplamente utilizados 

para a classificação do uso e cobertura do solo. Os classificadores mais comumente utilizados 

podem ser agrupados em: supervisionados e não-supervisionados (LU e WENG, 2007). 

Além disso, vários índices de vegetação têm sido desenvolvidos para a avaliação quali-

quantitativa da vegetação usando medidas espectrais (BANNARI et al., 1995). Em particular, 

os sensores com bandas espectrais do vermelho (RED) e infravermelho próximo (NIR) se 

enquadram bem ao monitoramento da vegetação uma vez que a diferença entre as faixas do 

vermelho e infravermelho próximo são tidas como forte indicador da quantidade de biomassa 

fotossinteticamente ativa (WULDER e FRNKLIN, 2003). 

 Embora haja um conjuntoconsiderável de técnicas aplicadas à análise da vegetação 

descritas na literatura, a escolha entre elas é limitada por problemas de precisão. Técnicas de 

monitoramento e detecção de mudanças ambientaissão susceptíveis a serem menos confiáveis 

quando classificadores de baixa precisão são utilizados (FEYISA et al., 2014). 

 Neste contexto, o objetivo desta pesquisa é comparar vários índices de vegetação e 

identificar o melhor índice aplicado a classificação de imagens do satélite Landsat8, 

utilizando índices de vegetação por conteúdo de água nas folhas e por pigmentos das folhas. 

 

2. Metodologia de Trabalho 

2.1 Área de Estudo 

A área de estudo contém duas Unidades de Conservação (UC’s) que se localizam 

próximo a área urbana do município de Assis (Figura 1). A área total da Estação Ecológica de 

Assis é de 13,12 km² e da Floresta Estadual de Assis de 28,16 km², ambas localizadas no 

Bioma cerrado. Segundo a classificação de Köppen o clima da região é caracterizado como 

temperado úmido com verão quente (cfa) (ALVARES et al., 2014),  
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Figura 1.Mapa de localização da área de estudo. 

 

2.2 Base de dados e processamento de imagem 

 As imagens orbitais dos sensores OLI e TIRS foram obtidas através do portal eletrônico 

do Serviço Geológico dos Estados Unidos (U.S. GeologicalSurvey). A cena escolhida para 

avaliação pertence ao ponto 222 e orbita 76 (data de imageamento: 09 de junho de 2016). 

Para comparar os resultados obtidos pelos índices de vegetação foi realizada uma 

classificação supervisionada, utilizando-se o classificador de Máxima Verossimilhança 

(MAXVER). As classificações foram realizadas com sete classes temáticas, sendo elas: 

urbano, solo exposto claro, solo exposto escuro, vegetação densa, vegetação esparsa, 

agropecuária e água. O Landsat 8 detém uma banda espectral com resolução de 15m (banda 

7) a metodologia Fusão foi aplicada para melhorar a resolução das bandas utilizadas.  

 

2.3 Índices de vegetação 

As imagens do Satélite Landsat 8 foram utilizadas para adquirir índices de vegetação por 

conteúdo de água nas folhas NDII, NDWI e PSRI calculadas pelas equações:  Eq. (1) (HUNT 

JR e ROCK, 1989), Eq. (2) (GAO, 1996) e Eq. (3) (MERZLYAK et al., 1999), 

respectivamente e por pigmentos de folhas EVI, NDVI, SR, VARI e VIg calculadas pela 

equações: Eq. (4) (HUETE et al., 2002), Eq. (5) (ROUSE JR et al., 1973), Eq. (6) (ROUSE JR 

et al., 1973), Eq. (7) (GITELSON et al., 2002) e Eq. (8) (GITELSON et al., 2002), 

respectivamente. 

 

𝑁𝐷𝐼𝐼 =
𝑅𝑛𝑖𝑟−𝑅𝑠𝑤𝑖𝑟2

𝑅𝑛𝑖𝑟+ 𝑅𝑠𝑤𝑖𝑟2
                                                                                                                   (1) 

𝑁𝐷𝑊𝐼 =
𝑅𝑛𝑖𝑟−𝑅𝑠𝑤𝑖𝑟1

𝑅𝑛𝑖𝑟+ 𝑅𝑠𝑤𝑖𝑟1
                                                                                                                (2) 

𝑃𝑆𝑅𝐼 =
(𝑅680−𝑅500)

𝑅750
                                                                                                                   (3) 

𝐸𝑉𝐼 = 2,5 ∗
𝑅𝑛𝑖𝑟−𝑅𝑟𝑒𝑑

𝑅𝑛𝑖𝑟+6∗𝑅𝑟𝑒𝑑−7,5∗𝑅𝑏𝑙𝑢𝑒+1
                                                                                          (4) 

𝑁𝐷𝑉𝐼 =
𝑅𝑛𝑖𝑟−𝑅𝑟𝑒𝑑

𝑅𝑛𝑖𝑟+ 𝑅𝑟𝑒𝑑
                                                                                                                    (5) 

𝑆𝑅 =
𝑅𝑟𝑒𝑑

𝑅𝑛𝑖𝑟
                                                                                                                                  (6) 

𝑉𝐴𝑅𝐼 =
𝑅𝑔𝑟𝑒𝑒𝑛−𝑅𝑟𝑒𝑑

𝑅𝑔𝑟𝑒𝑒𝑛+𝑅𝑟𝑒𝑑−𝑅𝑏𝑙𝑢𝑒
                                                                                                         (7) 
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𝑉𝐼𝑔 =
𝑅𝑔𝑟𝑒𝑒𝑛−𝑅𝑟𝑒𝑑

𝑅𝑔𝑟𝑒𝑒𝑛+𝑅𝑟𝑒𝑑
                                                                                                                     (8) 

Em que, 

𝑅𝑛𝑖𝑟é a banda referente ao comprimento de onda do infravermelho próximo, 𝑅𝑠𝑤𝑖𝑟2 e 𝑅𝑠𝑤𝑖𝑟1 

são referentes ao infravermelho de ondas próximas 2 e 1 respectivamente, 𝑅680, 𝑅500 e 

𝑅750são bandascom comprimento de onda de 680nm, 500nm e 750nm respectivamente, 𝑅𝑟𝑒𝑑 

é a banda referente ao comprimento de onda vermelho, 𝑅𝑔𝑟𝑒𝑒𝑛 é a banda referente ao 

comprimento de onda verde, 𝑅𝑏𝑙𝑢𝑒 é a banda referente ao comprimento de onda azul. 

 

2.4 Avaliação dos classificadores 

 Imagens de alta resolução, obtidas através do Google Earth™, foram utilizadas para 

avaliar os produtos de classificação, sendo assim, fora escolhido um período de imageamento 

próximo ao realizado pelo Landsat - 24 de maio de 2016. Através da imagem do Google Earth 

foram distribuídos pontos de validação das classes definidas na classificação, sendo 20 

amostras de solo exposto claro, 31 de solo exposto escuro, 14 de urbano, 36 de agropecuária, 

7 de água, 28 de vegetação densa e 11 de vegetação esparsa. 

 Para avaliar a classificação das imagens foi utilizado o índice Kappa (SIEGEL e 

CASTELLAN, 1988), representada pela Eq. 9. O índice Kappa foi analisado por meio dos 

intervalos descritos por Landis e Koch (1977). 

 

𝐾𝑎𝑝𝑝𝑎 =
𝑛 ∑ 𝑥𝑖𝑖−∑ (𝑥𝑖+𝑥+𝑖)𝑐

𝑖=1
𝑐
𝑖=1

𝑛²−∑ (𝑥𝑖
𝑐
𝑖=1 +𝑥+𝑖)

                                                                                                 (9) 

Em que, 

∑ 𝑥𝑖𝑖
𝑐
𝑖=1  = somatório da diagonal da matriz de confusão; n = número de amostras coletadas; c 

= número do total de classes; 𝑥𝑖 = soma da linha 𝑖 da matriz de confusão; 𝑥 + 𝑖 = soma da 

coluna 𝑖 da matriz de confusão. 

O Teste estatístico de McNemar foi aplicado para verificar se a classificação de 

MAXVER tem uma precisão significativamente maior em comparação com NDII, NDVI, SR 

e VARI no teste de continuidade de classes. O teste estatístico continuidade de McNemar foi 

calculado como mostrado na Eq. (10) (FEYISA et al., 2014). 

 

𝑥² =  
(|𝑓12−𝑓21|−1)²

𝑓12+𝑓21
                                                                                                                   (10) 

Em que,  

𝑓12e𝑓21 representam as frequências de casos que são corretamente classificados por um 

método de classificação, mas erroneamente classificadas pelo outro. 

 

3. Resultados e Discussão 

Os índices de vegetação por pigmentos de folhas se mostraram mais eficientes do que os 

índices de vegetação por conteúdo de água nas folhas, como pode ser observado na Figura 2. 

Isto pode ter ocorrido devido ao mês de junho não ser característico de altos valores de 

precipitação (ICMBIO, 2010), o que representaria baixos teores de água no dossel das 

árvores.  

Alguns índices de vegetação apresentaram resposta da distribuição das classes temáticas 

muito próximas, isto ocorreu devido à similaridade nos padrões de reflectância dos índices, 

portanto, tornando difícil a classificação da imagem, uma vez que a confusão entre as classes 

seria muito alta.  

Através da Figura 2 é possível perceber que a maior confusão entre classes temáticas 

situasse nas classes solo exposto e urbano e entre as classes vegetação e agropecuária. As 

semelhanças espectrais entre solo exposto e urbano são consistentes com estudos anteriores 

(HEROLD et al., 2002; LU e WENG, 2004). A classe solo exposto escuro confunde-se 
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principalmente com a cerâmica escura, além disso, a confusão espectral entre as classes solo 

exposto claro e urbano se deve à similaridade de cor com concreto e cobertura metálica 

(CERQUEIRA e ALVES, 2010). Confusão entre as classes vegetação e agropecuária também 

já foram citadas na literatura (SILVA et al., 2013).  

A maior diferença entre a reflectância das classes temáticas foi observada para NDII, 

NDVI, SR e VARI. Desta forma, através da análise de separabilidade, estes índices foram 

escolhidos por melhor se adequarema classificação de imagens. Por conseguinte, obtiveram-

se os intervalos de classe dos índices pela análise dos percentis 25 e 75, estes percentis foram 

utilizados visando à eliminação outliers.  

 

 
Figura 2. Distribuições das respostas dos índices de vegetação com base na análise de pixels 

puros dos principais tipos de cobertura do solo. Cada boxplot apresenta as parcelas de 

localização dos percentis 10, 25, 50, 75, e 90 e os círculos representam outliers. 

 

 A Figura 3 demonstra o resultado das classificações. Através da imagem é possível fazer 

uma comparação visual com a classificação realizada por MAXVER. Por meio da 

comparação é possível perceber que de forma geral, as imagens se assemelham, no entanto a 

vegetação é extrapolada na maioria dos índices, a vegetação do índice VARI é a que mais se 

assemelha a vegetação definida por MAXVER. 
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Figura 3. Classificações obtidas por meio do classificador MAXVER e dos índices de 

vegetação NDII, NDVI, SR e VARI. 

 

 Comparando os valores obtidos com o grau de concordância descritos por Landis e Koch 

(1977), observa-se que os resultados para o índice Kappa foram, em sua grande maioria, de 

concordância moderada (VARI – 0,46; NDVI – 0,55 e NDII - 0,52), destacando-se o índice 

SR (0,62) com boa concordância e o MAXVER (0,95) com concordância muito boa. 

 Barati et al. (2011) também encontraram alta precisão do índice SR para avaliação de 

fragmentos vegetais demonstrando um coeficiente de correlação de 0.765, o autor também 

avaliou os índices NDVI e NDII, encontrando coeficientes de correlação de 0.719 e 0.503, 

respectivamente.Souza et al. (2009) encontraram valores de Coeficiente de correlação de 

Pearson de 0,92 para o índice SR, 0,78 para NDII, 0,87 para NDVI e 0,92 para VARI. 

Quando comparada a classificação realizada pelos índices, a superioridade da 

classificação por MAXVER esta relacionada ao fato de a classificação levar em consideração, 

além de seu valor numérico, o contexto de inserção do pixel. Possíveis problemas de 

separação entre as classes temáticas dos índices de vegetação podem ter resultado em 

classificações com baixo nível de exatidão, podendo ser explicado pela semelhança espectral 

existente entre os alvos, pequena variação entre os valores numéricos dos pixels, existência de 

sobreposição entre classes e pela baixa resolução espacial dos sensores. 

  O teste Qui-Quadrado (Tabela 1) revelou associação significativa entre a matriz de cada 

um dos índices e a matriz de MAXVER. Desta forma, pode-se inferir que o teste de McNemar 

rejeitou a hipótese de que as duas amostras das matrizes de erro eram independentes. 

 

Tabela 1. Coeficiente de McNemar para os índices de vegetação e MAXVER. 

  NDII   NDVI   SR   VARI 

MAXVER 
𝑥² p-value 

 
𝑥² p-value 

 
𝑥² p-value 

 
𝑥² p-value 

56,02 <0,0001   52,02 <0,0001   35,02 <0,0001   64,02 <0,0001 

 

4. Conclusões 

De forma geral, os índices de vegetação por pigmentos de folhas se mostraram mais 

eficientes do que os índices de vegetação por conteúdo de água nas folhas, no qual o SR foi o 
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índice de vegetação mais eficiente para classificação de imagens do Landsat8, apresentando 

índice Kappa de 0,62, considerado de boa concordância. 

Embora o índice Kappa tenha apontado o índice SR como o de melhor qualidade na 

classificação, não houve diferença estatística entre os valores de Kappa gerados, a 

inexistência de um número adequado de repetições não permite conclusões sobre a eficiência 

dos índices de vegetação utilizados no processo de classificação de imagens Landsat8. 

 A inserção de mais pontos de análise de “pixel puro”poderia aperfeiçoar os intervalos 

definidos para cada classe temática. Além disso, é recomendado que os índices sejam 

aplicados em outras localidades, buscando avaliar de forma mais precisa as separações dos 

ranges de cada classe temática.  
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